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Resumen:
La Restricción Dietética (DR) es un enfoque antienvejecimiento popular, y se han utilizado
técnicas de aprendizaje automático para identificar genes relacionados con esta. Sin embargo,
estas técnicas etiquetan los genes sin evidencia conocida como no relacionados con DR (es decir,
como ejemplos negativos), lo que reduce su rendimiento. Este estudio presenta un nuevo método
que utiliza un enfoque de Aprendizaje Positivo sin Etiquetas (PU) de dos pasos, lo que permite
seleccionar ejemplos negativos confiables para entrenar un clasificador que distingue entre
genes relacionados y no relacionados con DR. El método propuesto supera significativamente en
rendimiento (pă0.01) a los enfoques no basados en PU. Como resultado, identificamos cuatro
nuevos genes (PRKAB1, PRKAB2, IRS1, PRKAG1) con potencial relación con la DR.

1. Introducción
La Restricción Dietética (DR) es una de las intervenciones anti-envejecimiento más

populares; involucra reducir la ingesta de nutrientes sin causar malnutrición (Most
et al. 2017), y reduce el riesgo de patologı́as como las neurodegenerativas, cardiovas-
culares o cancerosas (de Carvalho 2022; López-Lluch and Navas 2016).
Recientemente, Vega Magdaleno et al. (2022) emplearon Aprendizaje Automático

(AA) para identificar genes relacionados con el envejecimiento que serı́an candidatos
a estar relacionados con la DR. Sin embargo, para proporcionar ejemplos con etiquetas
binarias al clasificador a entrenar, se asumió que todos los genes sin evidencia experi-
mental de relación con la DR se considerarı́an no relacionados con DR, etiquetándolos
como muestras negativas. Como los autores reconocen, la ausencia de evidencia no
equivale a evidencia de ausencia de relación del gen con la DR, implicando que los
clasificadores se entrenaron con ejemplos negativos posiblemente erróneamente etique-
tados, empeorando su aprendizaje, y por lo tanto la fiabilidad de las predicciones. En
este tipo de datos, conocido como Datos Positivos y sin Etiquetar (PU), un subconjunto
de ejemplos tiene etiqueta positiva conocida, mientras que el resto se conforma de
ejemplos positivos y negativos pero con etiqueta desconocida (Elkan and Noto 2008).
En este trabajo proponemos el uso de Aprendizaje Positivo y sin Etiquetas, un

paradigma de AA orientado a Datos PU, para mejorar la identificación de nuevos genes
relacionados con la DR entre genes relacionados con el envejecimiento; en particular,
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diseñamos una nueva técnica de Aprendizaje PU “en dos pasos” basada en distancias
para tareas de prioritización de genes. Nuestro método supera en rendimiento (p ă

0.01) a la alternativa no-PU (Vega Magdaleno et al. 2022) en el conjunto real de datos
de genes relacionados con la DR, y lo hemos utilizado para obtener un ranking más
fiable de los nuevos genes potencialmente más relacionados con la DR.

2. Antecedentes
Esta sección formaliza la tarea de prioritización genética, describe las aproximaciones

existentes y sus limitaciones, e introduce nociones esenciales del Aprendizaje PU.

2.1. Formulación de la tarea

Sea GAGE el conjunto de genes relacionados al envejecimiento, y GDRXAGE` el sub-
conjunto de esos genes que están implicados en la DR. Entre estos, otro subconjunto
GDRXAGE tiene evidencia experimental de su relación con DR; por lo tanto, se cum-
ple que GDRXAGE Ă GDRXAGE` Ă GAGE. El objetivo es encontrar con un modelo
Φ : GAGE Ñ r0, 1s aquellos genes sin evidencia experimental de relación con la DR,
pero que realmente están relacionados con ellas:

argmaxgPGAGEzGDRXAGEΦpgq

« argmaxgPGAGEzGDRXAGEPrpg P GDRXAGE`q

« GDRXAGE`zGDRXAGE

(1.1)

donde la clase positiva (Prpg P GDRXAGE`q “ 1) son genes relacionados con la DR, y
la clase negativa Prpg P GDRXAGE`q “ 0 son genes no relacionados con la DR.

2.2. Metodologı́a existente para la identificación de genes relacionados con DR

Recientemente, VegaMagdaleno et al. (2022) utilizaronAApara predecir la potencial
relación con la DR de genes relacionados con el envejecimiento, caracterizando cada
gen mediante caracterı́sticas biológicas y entrenando ensembles de árboles de decisión
(Grinsztajn et al. 2022). Identificaron dos combinaciones de tipo de caracterı́sticas y
clasificador conmayor rendimiento ({PathDIP, CatBoost} y {GO, BRF}), y las utilizaron
para producir sendos rankings de genes con mayor probabilidad de relación con la DR.

Los autores asumieron que todos los genes sin relación conocida con la DR son
ejemplos negativos en entrenamiento, lo que equivale a enseñar al modelo ϕ que:

Φpgq “ 0 @g P GAGEzGDRXAGE
Prpg P GDRXAGE`q “ 0 @g P GAGEzGDRXAGE
GDRXAGE`zGDRXAGE “ H

(1.2)

lo cual contradice a la tarea, consistente en encontrar los genes pertenecientes precisa-
mente al subconjunto GDRXAGE`zGDRXAGE. En consecuencia, el modelo es entrenado
con datos con ruido de etiquetado, reduciendo la fiabilidad de sus predicciones.
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2.3. Nociones Esenciales de Aprendizaje Positivo y sin Etiquetas
El Aprendizaje Positivo y sin Etiquetas es un paradigma de AA diseñado para

escenarios donde el conjunto está compuesto de un subconjunto de ejemplos positivos
P y un subconjunto de ejemplos sin etiquetar U , que contiene ejemplos tanto positivos
como negativos (Elkan and Noto 2008). Ha sido explorado con frecuencia en tareas
de bioinformática, donde los ejemplos positivos son prioritarios pero resultan difı́ciles
y/o costosos de etiquetar (Li et al. 2022; Zhang et al. 2024; Zheng et al. 2019).

Este trabajo se centra en los métodos denominados “en dos pasos” (Bekker and
Davis 2020): como ilustra la figura 1, en vez de considerar cualquier ejemplo sin
etiquetar como negativo (e.g. como en el trabajo de Vega Magdaleno et al. (2022)),
el clasificador es entrenado utilizando los ejemplos positivos P y un subconjunto
de “negativos fiables” RN Ă U extraı́dos de entre los ejemplos sin etiquetar. Ası́, el
clasificador se entrena con un ruido de etiquetado mı́nimo, aumentando la calidad del
entrenamiento y las predicciones.
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Figura 1: Estructura a alto nivel de una técnica de Aprendizaje Positivo y sin Etiquetas “en dos pasos”.

3. Método de PU Learning propuesto
Nuestra metodologı́a PU es un método basado en similitudes e inspirado por una

clasificación kNN clásica (Cover and Hart 1967); dentro de la taxonomı́a de métodos
Bekker and Davis (2020), constituye un método en dos pasos sin uso de probabilidad a
priori. Dado un conjunto de datos PU con subconjuntos P (genes con relación conocida
con la DR) y U (genes sin relación conocida), el conjunto de genes RN con improbable
relación con la DR se obtiene como sigue:

1. Por cada par de genes pgi, gjq, se computa su similitud mediante sus vectores
de caracterı́sticas xg “ p f1, ..., f|F |q, donde F es el conjunto de caracterı́sticas
usadas. Debido a la naturaleza binaria y de gran dimensionalidad de los con-
juntos de caracterı́sticas utilizados, optamos por el Índice de Jaccard Jpxgi , xgj)
(Jaccard 1901; Tanimoto 1958), tal que:

Jpxgi , xgj q “

ř|F |

k“1 xgi rks ˚ xgj rks

ř|F |

k“1 xgi rks `
ř|F |

k“1 xgj rks ´
ř|F |

k“1 xgi rks ˚ xgj rks
(1.3)

2. El conjunto de negativos fiables RN se inicializa sin elementos.
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3. Para cada gen sin etiquetar gi en el conjunto de entrenamiento:
a) Encontrar los k genes más similares a gi según sus Índices de Jaccard.
b) Si se cumplen dos condiciones, se añade el gen gi a RN :

Que el gen más similar a gi no está etiquetado.
Que la proporción de genes sin etiquetar en los k genes más similares
a gi es mayor a un umbral t.

El Algoritmo 1 detalla la lógica arriba descrita, constituyendo el primer paso de la
metodologı́a. Ası́, el conjunto RN verificará:

RN Ă GAGEzGDRXAGE` , RN X GDRXAGE` “ H (1.4)

Algorithm 1 Selección de Negativos Fiables basada en Vecinos Próximos
Require:

D: Ejemplos de entrenamiento
k: No. de vecinos
t P r0.5, 1s: Umbral
F : Conjunto de caracterı́sticas

Ensure:
RN: Ejemplos negativos fiables para entrenamiento

function ReliableNegatives(P, U, k, t,F)
P, U Ð P, U considerando las caracterı́sticas F
D Ð P Y U
Inicializar la matriz de similitudes S P R|D|ˆ|D|

5: for all (xi , xj); xi , xj P D do Ź Calcular Índice de Jaccard para todos los pares de ejemplo
Sij Ð J(xi ,xj) Ź Puede memoizarse S para ahorrar re-calcular Sij

RN Ð H

for all xi P U do
Topk Ð Top k ejemplos xj P Dzxi con mayor similitud Sij a xi

10: xmax sim Ð El ejemplo xj ‰ xi con mayor similitud Sij to xi
Ź Si el% de ejemplos sin etiquetar en los Topk vecinos próximos de xi excede una proporción dada y el

vecino más próximo no está etiquetado, añadir xi a los negativos fiables Ÿ

if |Tk X U|

|Tk|
ě t & xmax sim P U then

RN Ð RN Y xi

return RN

En el segundo y último paso, P y RN son utilizados para entrenar el clasificador
final Φ con un ruido de etiquetadomı́nimo, de forma agnósitca al clasificador utilizado.
Los hiperparámetros k y t pueden ser optimizados dentro de la validación cruzada
anidada propuesta y utilizada por Vega Magdaleno et al. (2022) en su metodologı́a.

4. Configuración experimental
Esta sección describe los conjuntos de caracterı́sticas y clasificadores y lametodologı́a

de evaluación utilizada.

4.1. Caracterı́sticas y clasificadores
Estando cada gen representado por un vector de caracterı́sticas biológicas y una

etiqueta indicando si hay evidencia experimental de su relación con DR, en este trabajo
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utilizamos los dos conjuntos de caracterı́sticas que reportaron mayor poder predictivo
en el trabajo deVegaMagdaleno et al. (2022): indicadores PathDIP (Rahmati et al. 2017)
(que indican si un gen pertenece o no a una determinada ruta metabólica), y términos
biológicos GO (Ashburner et al. 2000) (Gene Ontology) (que indican si un gen está
relacionado con un término de la ontologı́a o cualquiera de sus descendientes. Para
obtener el conjunto de genes relacionados con el envejecimiento, sus caracterı́sticas
y cualquier relación con la DR conocida, seguimos el mismo proceso detallado en el
trabajo de Vega Magdaleno et al. (2022). El Cuadro 1 muestra estadı́sticas básicas de
los dos conjuntos construidos a partir de cada conjunto de caracterı́sticas.

Cuadro 1: Estadı́sticas de los conjuntos de datos construidos a partir de caracterı́sticas PathDIP y GO.
Conjunto de caracterı́sticas Caracterı́sticas Genes relacionados al

envejecimiento (|GAGE|)
Genes con relación

a DR conocida (|GDRXAGE|)
Dispersión de

caracterı́sticas (%)
PathDIP 1,640 986 110 98.39%
GO 8,640 1,124 114 98.46%

Con respecto a los clasificadores, utilizamos los ensembles de árboles CatBoost (CAT)
(Prokhorenkova et al. 2018) y Balanced Random Forest (BRF) (Chen et al. 2004); éstos
fueron los clasificadores que obtuvieron mayor poder predictivo en el trabajo original
de Vega Magdaleno et al. (2022).

4.2. Evaluación
Para evaluar el poder predictivo de nuestro método PU en comparación con el

existente (no-PU) de Vega Magdaleno et al. (2022), utilizamos la medida F1 de la clase
positiva, la media geométrica de la sensibilidad por clase, y el AUC-ROC (Japkowicz
and Shah 2011). Cabe mencionar que, al estar utilizando datos PU genuinos, estas tres
métricas son únicamente estimaciones (tı́picamente subestimaciones) de sus valores
reales, y la F1 estimada siempre subestimará la F1 real en un factor constante para
todos los modelos evaluados (Elkan and Noto 2008).

5. Resultados
Esta sección muestra y compara los resultados de nuestro modelo basado en Apren-

dizaje Positivo y sin Etiquetas (PU) con respecto al método (no-PU) existente en la
identificación de genes relacionados con DR (Vega Magdaleno et al. 2022), comparan-
do el rendimiento en experimentos computacionales y los rankings de nuevos genes
candidatos con mayor probabilidad predicha de relación con la DR.

5.1. Resultados de experimentos computacionales
El Cuadro 2 muestra el rendimiento predictivo de nuestro método (PU) y el método

existente (no-PU) de Vega Magdaleno et al. (2022), utilizando los dos conjuntos de
caracterı́sticas y los dos clasificadores conmás poder predictivo reportado en su trabajo.

Los mejores resultados de cada métrica fueron obtenidos utilizando nuestro método
PU, siendo éstos significativos (p ă 0.05, con p ă 0.01 en medida F1 y M. Geométrica)
en todos los casos. En particular, es destacable el rendimiento de nuestro método PU
utilizando {PathDIP, CAT}, puesto que maximiza la F1, la métrica más fiable en tareas
PU, y es competitiva en AUC-ROC y M.Geométrica.
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Cuadro 2: Rendimiento predictivo del método existente (no-PU) y nuestro método PU en la identificación
de genes relacionados con DR (media de 10 ejecuciones de la validación cruzada anidada). El
mejor resultado se resalta en negrita. Una daga (†) y dos dagas (††) representan significancia
estadı́stica contra el resto de resultados con α “ 0.05 y α “ 0.01 respectivamente.

Método Caracterı́sticas Clasificador Rendimiento
AUC-ROC M. Geométrica Medida FU

Método existente
PathDIP CAT 0.829 0.717 0.522

BRF 0.825 0.752 0.450
GO CAT 0.832 0.654 0.463

BRF 0.827 0.755 0.377

Aprendizaje PU
PathDIP CAT 0.829 0.750 0.537††

BRF 0.815 0.728 0.381
GO CAT 0.838† 0.726 0.491

BRF 0.829 0.763†† 0.380

5.2. Análsisis de los nuevos genes con más probable relación predicha a la DR
Empleamos el método con mayor rendimiento predictivo (nuestro método PU utili-

zando caracterı́sticas PathDIP y CatBoost como clasificador) para obtener el ranking
de genes con mayor probabilidad de relación a la DR, y lo comparamos al ranking de 7
genes propuesto por Vega Magdaleno et al. (2022) en su trabajo con un método no-PU.

Cuadro 3: Top 7 genes con mayor probabilidad predicha de relación con la DR, calculados con el método
existente (no-PU, izquierda) y nuestro método PU propuesto (derecha). La probabilidad predicha
es la salida media sin binarizar dada por el modelo para el gen a lo largo de 10 ejecuciones de la
validación cruzada anidada. Los genes comunes a ambos rankings se resaltan en cursiva.

Método existente (no-PU) Método con Aprendizaje PU
Gen Probabilidad de DR Gen Probabilidad de DR
GOT2 0.86 TSC1 0.97
GOT1 0.85 GCLM 0.94
TSC1 0.85 IRS1 0.93
CTH 0.85 PRKAB1 0.92
GCLM 0.82 PRKAB2 0.90
IRS2 0.80 PRKAG1 0.90
SENS2 0.80 IRS2 0.90

Observamos que existen tres genes en común en los ránkings obtenidos con los dos
métodos, con 4 genes que difieren. Puesto que nuestro método basado en Aprendizaje
PU obtuvo un rendimiento predictivo significativamente superior, podemos concluir
que los mejores candidatos propuestos por nuestro método tienen mayor fiabilidad, y
por lo tanto probabilidad real de estar relacionados con la DR.

Además, mientras que el método no-PU de Vega Magdaleno et al. (2022) propuso
genes para los cuales los autores no encontraron posibles relaciones con mecanismos
asociados a la DR en la literatura cientı́fica relevante, en nuestro caso observamos que
la literatura existente respalda la experimentación en laboratorio para todos los genes
propuestos por nuestro método PU. Esto es cierto para PRKAB1 y PRKAB2 (Katwan
et al. 2019), PRKAG1 (Ripa et al. 2023), e IRS1 (Dean and Cartee 2000).

6. Conclusiones
Este trabajo explora el uso de técnicas de Aprendizaje PU para mejorar las tareas de

prioritización de genes en el ámbito de la Restricción Dietética. Comparado con los
métodos existentes no-PU, que introducen ruido de etiquetado en el entrenamiento,
nuestra técnica PU proporciona un entrenamiento con datos refinados de mayor cali-
dad, mejorando el rendimiento predictivo (p ă 0.01 en Medida F1) en experimentos
computacionales. Usando nuestro mejor modelo para obtener un ránking más fiable de
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nuevos genes prometedores conmayor probabilidad de relación con la DR, observamos
que la literatura existente apoyarı́a la experimentación en laboratorio de la potencial
relación con la DR de los genes propuestos por nuestro modelo.
Respecto a la investigación futura, identificamos: 1) la validación del rol dentro de

la DR de los genes identificados en experimentos de laboratorio, 2) la combinación
de distintos conjuntos de caracterı́sticas biológicas para mejorar la calidad de los
predicciones, y 3) la exploración de otros clasificadores para evaluar nuestro método y
potencialmente aumentar su rendimiento.
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Este trabajo está financiado por MICIU/AEI/10.13039/501100011033/ y FEDER Una

manera de hacer Europa (PID2019-109238GB-C22, PID2023-147404OB-I00), y el FSE+
(FPU21/05783), ası́ como la Xunta de Galicia (ED431C 2022/44) mediante fondos
ERDF de la Unión Europea, y el Ministerio de Transformación Digital y de la Función
Pública (TSI-100925-2023-1). CITIC, como Centro de Investigación acreditado por el
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